Optymalizacja systeméw

Wykltad 14. Uczenie maszynowe. Podstawowe zadania identyfikagji.



Model w badaniach systemowych

Efekt:

. » nowa wiedza

Wyniki: » nowe obiekty

» procedury zarzadzania
» urzadzenia sterujace

» aparatura pomiarowo-
-kontrolna

> wnioski i hipotezy
» metody projektowania odniesienie wynikoéw
> metody zarzadzania > do obiektu
» algorytmy sterowania
» metody diagnostyczne

zjawisko,
proces, obiekt

eksperyment wyniki
badacz
Cel:
» poznanie
> projektowanie v v
» zarzadzanie - model poréwnanie
» sterowanie

> diagnostyka

itp.
P doskonalenie

(poprawa) modelu [*




Zadanie identyfikacji

Okreslenie obiektu identyfikacji
Okreslenie klasy modeli

Organizacja eksperymentu
Wyznaczenie algorytmu identyfikacji

A

Wykonanie identyfikatora



Ad.]1. Okreslenie obiektu identyfikacji

) Obiekt >
identyfikacji

U - wejscie

Y -wyjscie

U - zaklocenia mierzalne

y - zaklécenia niemierzalne



Ad.2. Okreslenie klasy modeli

s> Analiza zjawisk 4 y

s> Analiza danych
pomiarowych
Y

s> Model arbitralny
s> Model oparty na wiedzy eksperta



Ad.2. Okreslenie klasy modeli

s Obiekt w klasie modeli

Uy Obiekt Yn Charakterystyka obiejtu
identyfikacji




Ad.2. Okreslenie klasy modeli

s> Wybor optymalnego modelu

u, Obiekt Y, r Y
identyfikadji ! Charakterystyka
Ocena réznicy obiektu
omiedzy wyjéciem |
pobiektu}im};]delu \ Model
1 Model Yy LT .
Yo | A :
u, ]



Ad.3. Organizacja eksperymentu

Obiekt statyczny

Charakterystyka




Ad.3. Organizacja eksperymentu

Obiekt dynamiczny
U, =l . Y, =yl ,

Obszerwacje dyskretne
t],t23‘°°,tN ,tn E[tO T], n :],2, ...,N

Un = {U(tn )}rl:l:p YN = {Y(tn )}rI?I:I'

Dynaamiczny obiekt dyskretny
N N
Un = U Yn =W



Ad.3. Organizacja eksperymentu

s> Eksperyment pasywny

o Sygnaly wejSciowe : Uy, ), , ut)hs, {Un}rlj:o sq tylko
obserwowane

s> Eksperyment aktywny

o Sygnaly wejsciowe : Uy , ) , ut,)}Y,, U, ), moga by¢
zaprojektowane (zaplanowane)
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Ad.4. Wyznaczenie algorytmu identyfikacji

Wejscie { Obiekt Wyjécie>
identyfikacji
Identyfikator
—> <—
Yy (U Y ) U, — Seria pomiarowa wejs¢

Y, — Wyniki pomiarow wyjsc
@ Y\ — Algorytm identyfikacji
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Ad. 5. Wykonanie identyfikatora

s> Algorytm identyfikacji
o Program komputerowy
o Realizacja sprzetowa
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Typowe zadania identyfikacji

Obiekt
Identyfikagji

Znana Nie jest znana
charakterystyka charakterystyka
_______ obiektu | | ______obiektu______|
Obiekt Wybor
w klasie Optymalnego
modeli modelu
Pomiar bez Pomiar z Obiekt Obiekt
zaklocerr zakl6ceniami deterministyczny losowy
Wyznaczenie Estymacja Wybor Wyboér
parametrow parametrow optymalnego optymalnego
charakterystyki charakterystyki modelu problem modelu problem
obiektu obiektu deterministyczn probabilistyczny

13
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Podstawowe zadania identyfikacji

podsumowanie

5 Obiekt w klasie modeli Wybor optymalnego modelu y = (D(u o )
= , O
€ u, Obiekt | »» * ( * .
t u, n — identyfik —j 0, > 7 )=m|n o0
e ", F(u,(?) y_>U N = [U1 u, Uy ], identyfikacji NB QN N i QN( )
:n , Yy = [Y1 Yo o Yn ] 0y(0) J 9:1 = LPN (U N ’YN )
. ¥y
:1 y, = F(un’e)’ — @(u,0) 41 U, :[ul u, - uN]’
i n=12,...,N o Vo=l v. o Wl
s {r=Flu) % Model jest optymalny:
¢ B Yy = IE(U N> 9) + dla zadanej serii pomiarowej
3:/ " ; df . *  przyjetego modelu
z 0=F'(Uy.Yn)="nUn.YN)| * przyjetego wskaznika
n u : jakosci identyfikacji
y ! . u 1 u, \ I "
M, z, MetOdy: vy — y
= Najmniejszych
" v w kwadratow
e Al ey R E oAt
I(; = Bayes'a
S g Oy =Py (UN Wiy -
0 :
v =Fl6,0),
w W=, ~
y .
- . {r=Fub.o) A y=F(u0,0)
w7 " ¢ o Petna informacja Niepefna informacja
L s e ST D) SR NO! ! = Regresja | rodzaju «  Estymacja wskaznika jakosci
oo emen | | = Regresja ll rodzaju + Estymacja parametréw rozktadu
y ' . + Estymacja rozktadu 14
i u u u, Upy




Obiekt w klasie modeli
Przypadek Deterministyczny

X 15 3

Wyznaczeenie parametréw modelu




Wyznaczenie parametré6w charakterystyki

obiektu
y 4
__ "l Obiekt Yn
Identyfikac;ji
y=F(u,0)
yn ___________________________________ :
: u

16



Wyznaczenie parametré6w charakterystyki

obiektu

so Sformutowanie problemu

Charakterystyka statyczna obiektu: Yy =F(u,6)

F - znana funkcja

U -wektorwejs¢ UeW R U -przestrzen wejsc
Y - wektor wyjs¢ ye& <R g - przestrzen w yjsc
0 - nieznany parametr charakterystyki obiektu e ® — %R

® - przestrzen parametrow

17



Wyznaczenie parametré6w charakterystyki

obiektu
_ " Fe) B
Pomiary: t7
UN:[ul u, - UN:’

YN:[yl Y, - yN
\y:F(u,Q)




Wyznaczenie parametré6w charakterystyki

obiektu

Punkty pomiarowe pokrywaja si¢ z punktami z charakterystyki
obiektu, zatem dla kazdego pomiaru prawdziwe jest rOwnanie:

yn:F(unaQ), n:],2,...,N

W zawartym zapisie ma ono postac:
[Y1 Yo o YN]: [F(ul,é’) F(UZ,Q) F(UN ’0)]

Oznaczajac przez: af
[Fu.0) F(u2.6) - Fluy.0)]=FUn.6)

Uklad réwnan przyjmuje postac:

YN = |E(UN,6))

19



Wyznaczenie parametré6w charakterystyki

obiektu

Rozwigzanie (rozwikltanie) rownania Yy =F(Uy,0) wzgledem parametrow
0 daje algorytm identyfikacji tj.:

B df
0=F 'Uyn.Yn)=PuUn.YN)

gdzie:

F~' - Funkcja odwrotna wzgledem 6

vy - Algorytm identyfikacji

Liczba koniecznych pomiaréw N - spetnia warunek: N x L > R
System jest identyfikowalny jezeli istnieje taka seria pomiarowa wejs¢ Uy
(seria identyfikujaca), ktéra wraz z odpowiednig serig pomiaréw wyjsc Yy

jednoznacznie okresla wektor parametréow 0, czyli istnieje jednoznaczne
rozwiazanie wzgledem 0 réwnania: Yy =F(Uy,6)

20



Obiekt w klasie modeli
Przypadek Probabilistyczny

X 21 3

Estymacja parametrow modelu




Zadanie identyfikacji

uczenie maszvnowe

Zadanie identyfikacji (czenie maszynowe) - proces tworzenia modelu

matematycznego obiektu na podstawie obserwacji obiektu
Wejscie - Wyjscie
] y Oblgkt ) yjseie)
identyfikacji

— Identyfikator &——

22



Podstawowe zadania identyfikacji

podsumowanie

5 Obiekt w klasie modeli Wybor optymalnego modelu y = (D(u o )
= , O
€ u, Obiekt | »» * ( * .
t u, n — identyfik —j 0, > 7 )=m|n o0
e ", F(u,(?) y_>U N = [U1 u, Uy ], identyfikacji NB QN N i QN( )
:n , Yy = [Y1 Yo o Yn ] 0y(0) J 9:1 = LPN (U N ’YN )
. ¥y
:1 y, = F(un’e)’ — @(u,0) 41 U, :[ul u, - uN]’
i n=12,...,N o Vo=l v. o Wl
s {r=Flu) % Model jest optymalny:
¢ B Yy = IE(U N> 9) + dla zadanej serii pomiarowej
3:/ " ; df . *  przyjetego modelu
z 0=F'(Uy.Yn)="nUn.YN)| * przyjetego wskaznika
n u : jakosci identyfikacji
y ! . u 1 u, \ I "
M, z, MetOdy: vy — y
= Najmniejszych
" v w kwadratow
e Al ey R E oAt
I(; = Bayes'a
S g Oy =Py (UN Wiy -
0 :
v =Fl6,0),
w W=, ~
y .
- . {r=Fub.o) A y=F(u0,0)
w7 " ¢ o Petna informacja Niepefna informacja
L s e ST D) SR NO! ! = Regresja | rodzaju «  Estymacja wskaznika jakosci
oo emen | | = Regresja ll rodzaju + Estymacja parametréw rozktadu
. ' . « Estymacja rozktadu 23
i u u u, Upy




Estymacja parametréw charakterystyki

statycznej obiektu

Niemierzalne Zaklocenia
wielkosci | o poiarowe| 7
losowe
Uy Obiekt Vn System Wi
—> . . .. > . >
Wejscie identyfikacji Wyjscie | pomiarowy Wynik
pomiaru
Algorytm |
estymacji

Estymata l 0,
parametrow

24



Estymacja parametréw charakterystyki

statycznej obiektu

Niemierzalne & Zaklocenia
wielkosci | 4 pomiarow¢ 7
losowe
Un Obiekt Yn_ | System

Wejscie identytikacji Wyijscie pomiarowy
| Algorytm
estymagji
Estymata 1 0,
parametrow

Wyn
pomi:

25



Estymacja parametréw charakterystyki

statycznej obiektu

so Zaklocony pomiar wielkosci fizyczne;




Zakl6cony pomiar wielkoSci fizyczne;

Poszukujemy algorytmu estymacji:

‘9N =Yy (VN)

s» Mozliwe rozwiagzania:
o Metoda najmniejszych kwadratow
o Metoda maksymalnej wiarogodnosci
o Metody Bayes’a



Oy
> Y(Vy) ——
)
h(6, z
VA QN
w WN V ) B
" Y(Vn
0 ol ' (U, -
h(6, z)




Pomiar wyjscia z zakl6ceniami oraz

losowo zmienny parametr obiektu

Pomiar wyjscia z zakl6éceniami oraz losowo zmienny
parametr obiektu

A y’W




Estymacja parametréw charakterystyki

statycznej obiektu

s> Obiekt deterministyczny, zaktécony pomiar wyjscia

-

S /) S AT () R SN
gdzie:
UN:[ul U, - UN]
o P Uy y) |-
WN:[Wl Wp o WN]
19]\/’ Y, - algorytm estymagji

0y, - estymata parametru 0



Estymacja parametréw charakterystyki

statycznej obiektu

s> Pomiar wyjScia obiektu z zakl6éceniami pomiarowymi

A y’W




Estymacja parametréw charakterystyki

statycznej obiektu

Poszukujemy algorytmu - F(u,0) 2 h(y.z) g
estymacji: 6, =¥ (U v Wy )

Y

&UN(UNaWN) <

B

s> Mozliwe podejScia:
o Metoda najmniejszych kwadratow
o Metoda maksymalnej wiarogodnosci
o Metody Bayes’a
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Metoda najmniejszych kwadratéw

Przypadek jednowymiarowym
wyjsciem L =1 !
0 Fue) -

Zalozenia:
W= h(y, Z) =Y+ 2Z -zakl6cenia addytywne

E[; ] =0 - wartos¢ oczekiwana zaktécen rowna zero
z
Var [Z ] < o0 - skoniczona wariancja zaklocen
Z

Es_tymator metoda najmniejszych kwadratow otrzymujemy minimalizujac

empiryczng wariancje zaklocen :
N N

Var,, (UN Wy ’H)Z%Z(Wn _yn)2 :%Z(Wn B F(u”’e))z

n=1 n=1

Algorytm estymacji otrzymujemy w wyniku rozwigzania zadania:

QN:\PN(UN’WN) — Vaer(UN’WN’QN):rg]igvaer(UN’WN’H)

33



Metoda najmniejszych kwadratéw

Przypadek z wielowymiarowym wyjsciem L dekomponujemy na L zadan
z jednowymiarowym wyijsciem:

1
W o
@ W
F(l)(u,ﬁ) Yo :é+ ,
u oW u (2) w'?
— F(u,0) 4 > = : > F@(u,0) 4 > —

. z\
(L) L
(L) yn + Wr(1 )
F(u,6) >

+
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Metoda maksymalnej wiarogodnosci

Z n
Zalozenia l

Wn
— | F(u,9 yn—> h(y,z) p—o—

Charakterystyka statyczna obiektu: y=F (u, 9) - znana funkcja

Z, - zaki6cenia pomiarowe sg niezalezna wartoscia zmiennej losowej Z,
dla ktérej znany jest gestosc rozktadu prawdopodobienstwa f, (Z

W= h(y, Z ) - sposOb naktadania sie zakl6cen na mierzone wyjscie opisani jest
funkgji h, ktora jest wzajemnie jednoznaczna wzgledem zakl6cen

Dla zadanej serii wejs¢ U,,N=12,..., N otrzymujemy wyniki zakt6conego

pomiaru wyjs¢ W,,n=12,...,N

35



Metoda maksymalnej wiarogodnoS$ci

Zakl6cone wyniki pomiar6w wyjscia W, sa wartosciami zmiennej losowej W, ktorej
funkcje gestosci rozktadu prawdopodobieristwa nalezy powiazaé z systemem
pomiarowym oraz obiektem identyfikacji. Zmienna losowa W jest wynikiem
przeksztalcenia zmiennej losowej Z w systemie pomiarowym z uwzglednieniem
charakterystyki obiekty, tj.: W= h(F(U 0), ), zatem funkcje gestosci rozkladu
prawdopodobienistwa zmiennej losowej W— f (W, 8;U) wyznaczamy:

fu (W, 8;0)= ,(h;*(F(u,0) w))-|3,|

oh*(y,w)

gdzie: J, -macierz Jacobiego J; = v

Funkcja wiarogodnosci ma postac’
N
L, (W,,6;U, H f,(w,,6,u)=T] %, (h(F(u,,6)w,))J3,
n=1

W wyniku maksymalizacji funkcji wiarogodnosci otrzymujemy algorytm estymagji:

Oy :\PN(UN’WN) — LN(WN’QN;UN):rgea(a)(LN(WN’e;UN)

36



Metody Bayes’ a

. . Z n
Zalozenia l

Wn
— | F(u,9 yn—> h(y,z) p—o—

Charakterystyka statyczna obiektu: y=F (u, 9) - znana funkcja

Z

- zaklécenia pomiarowe sa niezalezng wartoscia zmiennej losowej Z,

n
dla ktorej znany jest gestosc rozktadu prawdopodobieristwa f,(z

W= h(y, z ) - sposob nakladania sie zakl6cen na mierzone wyjscie opisani jest
funkcji h, ktora jest wzajemnie jednoznaczna wzgledem zakiocenn

0 - wektor parametréw jest wartoscia zmiennej losowej 6, € ® c %", dla
ktorej funkcja gestosci rozktadu prawdopodobienistwa - f, ) jest znana,

f,(0) - gestos¢ rozkladu prawdopodobieristwa a’ priori
L(H, 4 ) - zadana jest funkcja strat

Dla zadanej serii wejs¢ U,,N=12,..., N otrzymujemy wyniki zakloconego

pomiaru wyijs¢ W,,n=12,...,N 37



Metody Bayes’ a

Rryzyko podjecia decyzji:

R(@)d:fQ,IVEVN[L(Q,Q Fu,w, )= [ L. Fu,w,)few,u,)dodw,

=

gdzie f (6’,WN Uy ) jest taczna gestoscia rozkladu prawdopodobienistwa wektora
parametrow oraz wynikdw pomiaréw, dla zadanej serii pomiarowej wejs¢ U,

Nalezy wyznaczy¢ algorytm estymagji, ktéry minimalizuje ryzyko, czyli:

¥, > R(¥,)= min R(¥)

Zauwazmy, ze f(Q,WN;UN)= f’(¢9’VVN ;UN)f "(WN ;UN)
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Metody Bayes’ a

Ryzyko podjecia decyzji przyjmie postac

R(W): j J‘L(Q’W(UN’WN ))f'(H’\NN;UN)dH f”(WN;UN)dWN

W, ©

Ryzyko warunkowe:

_ df _ _
r(H’WN Uy ): E[L(Q’ 9)’\NN Uy ]: J L(6’, 0 = LP(UN Wy )) f '(Q’VVN Uy )d0
: ®
W wyniku minimalizacji powyzszego otrzymujemy algorytm estymacji:
Oy :\PN(UN’WN) — r(gN’WN;UN):rGDEiQ r(g’WN;UN)
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Metody Bayes’ a

Pozostaje wyznaczy¢é warunkowa gestos¢ rozkladu prawdopodobieristwa
(rozklad prawdopodobienistwa a” posteriori):

(o a1 Y TOWU) f(O.W,;Uy)
f (Q’\/VN’UN)_If(H,WN;UN)dQ_ f”(WN;UN)

om0, )= O T WloUn)_ 15(0) fus W10,

0
gdzie: o £ (Wy;Uy) jfe(e) fun (WN‘Q;UN)dQ
S

N
fn Wi |60 )=TT f.(w,|65u,)
n=1

Biorac pod uwage charakterystyke obiektu oraz opis systemu pomiarowego obserwowana
zmienna losowa ma postaé: W= h(F(u, 9), z )
Warunkowy rozklad obserwowanej zmiennej losowej wyraza sie wzorem:

: ( )t (h-1< Fu 0wy,

Hf (b, (F(uy.0) w,))]3, N
oWy iUy )= v O 1.0 F ) w2
_[ H fz( ))‘Jh‘dg . 40

n=

zatem:

©)

Ostatecznie:




Metody Bayes’ a

s> Metoda Sredniej a” posteriori
Specjalna postac funkgji strat: ( _) = [6’ -0 ]T [0 -0 ]
Ryzyko warunkowe: r(§,WN Uy ) %l@ Q]T [(9 0 NVN U ]

~Elo oW, U, |-20El0"W, U, [+ 070
W wyniku minimalizacji powyzszego, tj.:

grad r(@‘,WN;UN)g_H :—ZE[Q’\/VN;UN]JrZ@N =0,

YN

otrzymujemy algorytm estymacji:

0, =%, W,)=Elaw, U, |- [1 (o,U, oo

41



Metody Bayes’ a

s> Metoda maksymalnego prawdopodobiefistwa a’ posteriori
Specjalna postac¢ funkgji strat: L(@, 4 ) =—0 (6? -0 )

Ryzyko warunkowe: r(g’WN Uy )Z _J 5<9 - 5)]‘ ’(Q’VVN Uy )d@ =1 ’(§’WN Uy )
®

Algorytm estymacji otrzymujemy w wyniku maksymalizacji rozktadu
prawdopodobienistwa a” posteriori, tj.:

6, =¥, U, W,) — f'(eN[va;uN)zrgggf'(éNvN;uN)
f(ouWyiUy) @ fe(ﬁN)ljfz(h;l(F(unﬁN),Wn))\Jh\

Ostatecznie @, = (U v Wy ) takie, ze:

N N

01T £ (e (F .09, = max £, @ T £ (2 (F (0, 0w, )3,

n=1 n=1
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Estymacja parametow obiektu z
loswa wielkoscig w obiekcie
X 43 3




Estymacja parametréw charakterystyki

statycznej obiektu

s> Niemierzalny losowy parametr w obiekcie

lwn

— F(U,Q,(())

— lPN(UJ\HYN)

Lo

gdzie:
Uy = [ul u, -+ Uy ]
YN = [y1 Yo o Yy ]

Y, - algorytm estymagji

0, - estymata parametru 6



Niemierzalny losowy parametr obiektu

s> Pomiary z obiektu z losowo zmiennym parametrem

J.i'

A

_ " Fwee) B

W, U, u



Niemierzalny losowy parametr obiektu

so Sformulowanie problemu la’

Charakterystyka obiektu: y —F (u 6 a)) u, F(0.6.0) a
] ] u,f,o
Losowy parametr obiektu:

weQc R, (dmy=dmo=L)

\i
\/

F - wzajemnie jednoznaczna funkcja wzgledem l 0
-1 N
w=F 'u,8,y)
@ - wartos¢ zmiennej losowej @ z przestrzeni QQ c R"

Znana funkcja gestosci rozktadu prawdopodobienstwa f, (a))

Pomiary: UN:[ul Uy - UN]’ YN:[yl Y2 yN]
Algorytm estymacji: HN — \‘I'IN (U N ’YN )




Metoda najmniejszych kwadratéw

Zalozenie:

Charakterystyka obiektu: ) | ,
~ —~ F.6) -Q———

y=F(,6,0)=F,0)+w
E[Q]= 0 Var|o]<o

Metoda najmniejszych kwadratéw minimalizuje empiryczna wariancje

Var , (U,,Y,.0) %Z::( )2

Algorytm estymacji otrzymujemy rozwiazujac zadanie:

HN:\PN(UN’YN) — Vara)N(UN’YN’eN):rgligvara)N(UN’YN’e)



Metoda maksymalnej wiarogodnoS$ci

Zalozenia:

@, warto$¢ zmiennej losowej @, z funkcja gestosci rozktadu prawdopodobienstwa f, (CO)

Dla zadanego wejscia U,,, wyjscie Y,,N=12,..., N jest mierzone

Sekwencja Yn»N=12,..., N jest ciaggiem wartosci zmiennej losowej y
y=F(u,6,0)

Funkgja gestosci rozkladu prawdopodobieristwa zmiennej losowej Yy

fy (y’ 9, U) — fm (Fw_l (U, 9’ y)) ‘J _ ‘ gdzie J- jest macierza Jakobiego

] oF *(u,0,y)
Funkcja wiarogodnosci: i oy
N N
LN(YN’Q;UN):ny yn’eu Hfa)( a) un’g yn))“]F‘
Estimation algorithm: n= n=

Oy :LPN(UN’YN) — LN(YN1‘9N;UN):maXLN(YN"g;UN)

0c®



Metody Bayes’a

Zalozenia:

Dodatkowo zaktadamy, ze ¢ jest wartoscig zmiennej losowej 0,
o funkji gestosci rozktadu prawdopodobienstwa f, ((9 )

r(é,YN;UN)dzflg[L(Q,é)\YN;uN]=jL(@,é:?(u Y, ) Fr(oY, U, )de
‘ B A (T BN (uey))|ap|

Gestosé rozktadu prawdopodobienistwa a posteriori :

) TT (0, )

I wa( F up. 0, y,))| 9| d6

n=

£(6)Y,;U, )=

Algorytm estymacji:
0, =%, (U,.Y,) > r(6,.Y,;Uy)=minr(@,Y,;U,)

X=C)



Estymacja parametréw charakterystyki

statycznej obiektu

Niemierzalny losowy parametr w obiekcie oraz zakl6cony
pomiar wyjscia

Niemierzalne Zaklocenia
wielkosci | 4 poiarowe|
losowe
Uy Obiekt Vn System Wi
_> . . oo > . >
Wejscie identyfikacji Wyjscie | pomiarowy Wynik
pomiaru
. Algorytm -
estymacji

Estymata l 0,
parametrow
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Metoda najmniejszych kwadratow

| a)n ZH
Zalozenia: 4@ l
u, —_ + Yo o+ w,
F(u,@) > > >

Z, w - zmienne losowe, takie ze E[Q]= 0, Var@]< 00, IZE[;]: 0, Var[;]< 0

\

Wyniki pomiaréw sg warto$ciami zmiennej losowej: W= F (u, 9)+ w+17

E|w+2]=0, Var[o+z]<w

Empiryczna wariancja: r\afﬂ w+1
1 ~
Var, (U Wy, 0) = W;(Wn ~F(u,.0)f

Algorytm estymacji otrzymujemy w wyniku rozwigzania zadania:

‘9N = \PN (U N ’YN ) - Var(a)+z)N (U N 7WN ’HN ): ryeig Var(a)+z)N (U N ’WN ’0)



Pomiar wyjscia z zakl6ceniami oraz

losowo zmienny parametr obiektu

Pomiar wyjscia z zakl6éceniami oraz losowo zmienny
parametr obiektu




Metoda maksymalnej wiarogodnoS$ci

Zalozenia:

@, jest wartoéciag zmiennej losowej ®, o funkgji gestosci rozktadu prawdopodobienstwa f, (a))

z, jest wartoscig zmiennej losowej Z, o funkgji gestosci rozkladu prawdopodobienstwa f (Z)

wW,,n=12,..., N sa wartoéciami zmiennej losowej W= h(X, Z)
Dla zadanego U, ¥,,N=12,..., N sa wartosciami zmiennej losowej y= F(U, o, Q)
Funkcja h nie jest wzajemnie jednoznaczna wzglgdem(X, z ) , dlatego dodajemy Yy =Y

i w konsekwencji otrzymujemy:
J ymujemy W= h(y Z)

z=z_

'y, w)

Przeksztalcenie odwrotne:

h’
b

<
I



Metoda maksymalnej wiarogodnoS$ci

t.aczna gestos¢ rozktadu prawdopodobienstwa pary zmiennych (w,y)

f (W, Y, 650) = £, (07 (y, w))|3, £, (v, 6;u) = £, (0 (y, w)) 3, | £, (F, (u. 0, y))|3-
Funkcja gestosci prawdopodobieristwa obserwowanej zmiennej w
f,(w.0:u)= [ 1, (w,y,0;udy = [ £,(0"(y. w))f,, (F,*(u.0,y))|33,/dy

&

Y
Funkcja wiarogodnosci:

N

L, Wy,6:0)=]] f.(w,.6;u,)=

=TT 02w ) (F2 .0 9) 93,y

Algorytm estymaciji:
Oy :\PN(UN’YN) — LN(WN ’QN;UN): max LN(WN’Q;UN)

0c®



Metody Bayes’a

Zalozenia:

Dodatkowo zakladamy, ze € Jest wartosciag zmiennej losowej @, o rozktadzie f, (6)

Dla ustalonego parametru € oraz wejscia U, wartosci wyjs¢ y,,n=12,...,N  sa
wartosciami zmiennej losowej Y pod warunkiem, ze @ =6 oraz wejscie jest rtéwneU .

w.,n=12,...,N s3wartosciami zmiennej losowej W pod warunkiem, ze 0=0

Z, jest wartoscig zmiennej losowej z, o funkgji gestosci prawdopodobienstwa fZ(Z)

w=hly,z)

W konsekwendji

fW(w

0:u)= [ 1, (0 (y. w))f, (vle:u)|aldy = [ £, (0 (y, w))f,, (F;*(u. 6, y))[9¢ |3, dy

& &




Metody Bayes’a

Funkcja gestosci rozkladu prawdopodobienstwa a posteriori:

20) y AT AR PREAEY

Ryzyko warunkowe:

r(g’WN;UN)d;E[L(Q"g)\NN ;UN]:,‘.L(‘g’g:?(UN Wy ))f'(@NVN;UN)dH

©
Algorytm estymacji otrzymujemy rozwigzujac zadanie:

6, =¥, (U, W,) — r(HN,WN;UN)z%liQr(§,WN;UN)



Wybér Optymalnego Modelu
Przypadek Deterministyczny

X 57 3




Podstawowe zadania identyfikacji

podsumowanie

5 Obiekt w klasie modeli Wybor optymalnego modelu y = (D(u o )
= , O
€ u, Obiekt | »» * ( * .
t u, n — identyfik —j 0, > 7 )=m|n o0
e ", F(u,(?) y_>U N = [U1 u, Uy ], identyfikacji NB QN N i QN( )
:n , Yy = [Y1 Yo o Yn ] 0y(0) J 9:1 = LPN (U N ’YN )
. ¥y
:1 y, = F(un’e)’ — @(u,0) 41 U, :[ul u, - uN]’
i n=12,...,N o Vo=l v. o Wl
s {r=Flu) % Model jest optymalny:
¢ B Yy = IE(U N> 9) + dla zadanej serii pomiarowej
3:/ " ; df . *  przyjetego modelu
z 0=F'(Uy.Yn)="nUn.YN)| * przyjetego wskaznika
n u : jakosci identyfikacji
y ! . u 1 u, \ I "
M, z, MetOdy: vy — y
= Najmniejszych
" v w kwadratow
e Al ey R E oAt
I(; = Bayes'a
S g Oy =Py (UN Wiy -
0 :
v =Fl6,0),
w W=, ~
y .
- . {r=Fub.o) A y=F(u0,0)
w7 " ¢ o Petna informacja Niepefna informacja
L s e ST D) SR NO! ! = Regresja | rodzaju «  Estymacja wskaznika jakosci
oo emen | | = Regresja ll rodzaju + Estymacja parametréw rozktadu
. ' . « Estymacja rozktadu 58
i u u u, Upy




Wybdr optymalnego modelu -

Przypadek deterministyczny

Obiekt Yn
identyfikacji
Wskaznik
jakosci —
dentyfikacj
Model
Ya
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Wybdr optymalnego modelu -

Przypadek deterministyczny

Obiekt Yn
identyfikacji
Wskaznik
jakosci —
dentyfikacj
Model
Ya

60



Zadanie aproksymacji charakterystyki

statycznej obiektu
s» Sformutowanie
problemu y =)
y=®(u,0)
)

61



Zadanie aproksymacji charakterystyki

statycznej obiektu

so Sformutowanie problemu

Carakterystyka statczna obiektu: Y= F(u)

F - znana funkgja
U -wektor wejs¢ Ue W cR° ‘U -przestrzen wejsc

Y -wektorwyjs¢ Yye& < R &/ - przestrzen wyjsc

Funkcja aproksymujaca (model): y=®(u,0)
® - arbitralnie zadana funkgcja
Y - wektor wyjs¢ modelu ye <R
9 - wektor parametré6w modelu e ®  R®

Y9 <Y - podzbiér przestrzeni wejs¢ g, (u) - funkcja wagi
62



Zadanie aproksymacji charakterystyki

statycznej obiektu

so Sformutowanie problemu

Miara r6znicy pomiedzy wartoscia funkcji aproksymowanej i aproksymujacej
wpunkeie s  wyee; qly,y)-a(FW)u,0)

L L
gdzienp.: q(y,y)= Z( V- (I)) aly.y)= Z‘y(l) - V(I)‘ L - wymiarowe wyjscie
I=1 1=1
= —\2 2
9(v,y)=(y-y)" =(F(u)-(u,0) jednowymiarowe wyijscie
40y, y)=[y =9 =|F(u)-(u,0) (L=1)

63



Zadanie aproksymacji charakterystyki

statycznej obiektu

so Sformutowanie problemu

Wskaznik jakoSci aproksymacji - miara r6znicy pomiedzy funkcja
Aproksymowang F(u) i aproksymujaca ®(u,d) w obszarze 7

Ay,y

Q(0)=|F(u)-o(u.0),

(@]
D



Zadanie aproksymacji charakterystyki

statycznej obiektu

so Sformutowanie problemu

Wskaznik jakoSci aproksymacji - miara r6znicy pomiedzy funkcjg
Aproksymowana F(U) i aproksymujaca ®(u,f) w obszarze Y

A7

Q)= [F(u)-a(u.0),




Zadanie aproksymacji charakterystyki

statycznej obiektu

s> Sformutowanie problemu

Optymalny model: y=®(u,6")

gdzie: € - optymalny wektor parametréw modelu: ¢ — Q(H )= min Q(®)

u

g F(u)
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Przypadek liniowo - kwadratowy

Model: ¥ =®(u,0)=6"gp(u)

A _(01(“)

df 6)(2) df u
gdzie 0= o(u)= %:( )
A K% (u)

Wskaznik jakosci aproksymagji:

Q)= [(Flu)-(u.0)) g,(u)du
czyli:

Q(0)= _@iﬁ (F)-6"pu)) 9, (u)du

R-1

67




Przypadek liniowo - kwadratowy

Warunek konieczny optymalnosci wektora 6 : 07
v 0
grad Q(0) = —Z{I(F(U)—G "o(u)) p(u)g, (u) dU} =0, Og=|.[(R
5 :
0

Rozwigzanie powyzszego rOwnania jest nastepujace:

0 -] [o)6" )0, 00| [EG) o,

68



Przypadek liniowo - kwadratowy

Zauwazmy ze W rozwigzaniu wystepuje macierz:

@cho(U)(oT (u)g,(u)du=

_%wl(u)¢l(u)gu(u)du J%(u)%(u)gu(u)du J¢1(U)¢R(u)gu(u)du_
o) )g W) du  [,(W)e, g, )du - [o,(u)pq(u)g,(u)du
! : ! : . ! :

JorW (g, (W du [ (), )g,U)du - [ (u)pp(u)g, (u)du
Y & % _

69



Przypadek liniowo - kwadratowy

Jezeli wybierzemy funkcje ¢, (u) ortonormalne czyli takie ze:

1 for i=] .
. . du = , ,j=12,...,R
[o)o, () {O SN

Woéwczas macierz : Igo(u) @ (u)g,(u)du=1 jest macierza jednostkowa
&

i algorytm aproksymacji upraszcza sie do postaci:

0 = [F)ofule, o)

70



Przypadek liniowo - kwadratowy

Charakterystyka statyczna obiektu (funkcja aproksymowana):
y=F(u)=u’
Model (funkcja aproksymujaca):

1 6%
y=®(u,8)=6"p(u)=06" +6%u gdzie: o(u)= { }, 0 = { }
Podzbidr przestrzeni wejs¢ (odcinek):
g ={ueR:0<u<l}

u for uel0,1]

Funkcja wagi: g,(u)= {O for uel0,1]

Wskaznik jakosci aproksymacji: Q(@)= I (F (u)-0"p(u ))2 g,(u)du
9
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Przypadek liniowo - kwadratowy

Przyktad

. . y=12u-03
Interpretacja graficzna:




Przypadek liniowo - kwadratowy

Wskaznik jakosci aproksymagji przyjmuje postac:
2
_ _[(F(u)—HT u)du = J'[ 9(1) (9(2)]{ D u du
%

Warunek konieczny optymalnosci jest nastepujacy:

Ao

a rozwigzanie ma postac:

1 1 1
1y 1oy ju du [u®du u® du
0" =|[| [uludu| [u?| " udu=| 0 0
u u . o
0 0 qu du |u®du u* du
0 0 4 LO .
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Przypadek liniowo - kwadratowy

Po prostych przeksztalceniach otrzymujemy:

1u3du><1u3du—lu“du><1u2du S 1 ,0] [1 1 1 1]
el ‘ d _7u x U xS —Tx>
T LY 111 320111151§
3 2
o] Bl || SRt G | s
1 1 1 1
’ Ju* dux [ udu—[u® dux [u® du 5U5‘0 > |- 4“ 3U30 557173 L2
—Y 1114 1 1 (1Y
juduxjusdu_“uzduJ bat-(t) | G
0 0 0 |

74



Przypadek liniowo - kwadratowy

Przyktad

Model optymalny:
y=12u-0.3

. . y=12u-03
Interpretacja graficzna:




Wybdr optymalnego modelu -

Przypadek deterministyczny

AV u Obiekt Yn
identyfikacji
y= F (u) v 0*

TN\ =0(u,0) g
T
R S L Lt i
....................... o |

u
U, U, u © Uy 7
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Wybdr optymalnego modelu -

Przypadek deterministyczny

so Sformutowanie problemu

Eksperyment: Uy=[u, u, - ul, Ye=ly, v - Wl

Funkcja aproksymujaca (model): y = ®(u, 6)

Miara r6znicy pomiedzy wartoscig zmierzong wyjscia obiektu i wartoscia
wyznaczona z modelu dla tej samej wartosci wejscia, tj. dla kazdego pomiaru:

vn=12...,N q(v,.V,)=q(y, ®(u,,o))

s



Wybdr optymalnego modelu -

Przypadek deterministyczny

so Sformutowanie problemu

Wskaznik jakosci identyfikacji Q,(6)= HYN -Yy (Q)HU

df

gdzie:  Yy(0)=[®(u,0) @,,0) - D(uy,0)

\‘
(0]



Wybdr optymalnego modelu -

Przypadek deterministyczny

so Sformutowanie problemu
Wskaznik jakosci identyfikacji Q,(8)= HYN -V, (9)”

Un
df

gdzie: Y_N(H)z[q)(ul’H) (D(uzﬂ) cD(UN’@)]




Wybdr optymalnego modelu -

Przypadek deterministyczny

so Sformutowanie problemu

Model optymalny: Y =®(u,d) 0, — Q, (6?,: ): min Qy (6)

Model jest optymalny:
* dla zadanej serii pomiarowej
* przyjetego modelu

“p |  Obiekt Yo « przyjetego wskaznika
Identyfikacji l jakosci identyfikacji
e
0.(0) F——
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Zadanie aproksymaciji

y=F({)  y=o@,0)
gdzie: 0 - optymalny wektor parametrow: 0 — Q(Q*): min Q(H)

Q(6)= [a(F(u) 0{u.0)) g, () e
9

Zadanie identyfikacji

UN:[U1 U - UN]’ YN:[yl Y2 yN] V=CD(U,6’:|)
gdzie: B - optymalny wektor parametrow: G, —> Q,, (9:, )= min Q, (6)

Qy(0)= nZ:,anq(yn, Y, )= nZ:,Otncl(yn,<I>(Uln,9))

* . A* Ox > Q*
QN 0 N Un,an~gy(u)
81



Przypadek liniowo - kwadratowy

Eksperyment: Uy =[u, u, - uy], Yy=[v v, - V]
AV Model: ¥=®(u,0)=6"p(u)=06% +6%u
0% | (o (u)
sdzie: 0= 1 )’ %:(u)
0 pa(u).
. w00 oo,

u Wskaznik jakosci identyfikacji:

Q)= (% -7, F =3 (v, —0"olu, )]

n=1 n=1
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Przypadek liniowo - kwadratowy

grad Qu (6

On {i,q)(un)cf

Przyktad

Warunki konieczne optymalnoéci maja postac

= ZZ(yn O plu,))elu,)=0,

Rozwigzanie powyzszego rOwnania przyjmuje postac:

a po podstawieniu i przeksztatceniach:

M HE

e;{

9;\*'(1)
9”\‘](2)

}

&

n=1

2
n

0)] Sl

N N N =
N Uﬁ - [Z U, X Z YaU,
n=1 n=1 n=1
N N N
N YoU, — (Z U, |X (Z Yn
n=1 n=1 n=1
N N N
N uﬁ—[Zunjx >y,
n=1 n=1 n=1
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Przypadek liniowo - kwadratowy

Algorytm rekurencyjny

N

QN(0)=Z(yn_yn)Z:ZN:(yn_9T§D(Un))2 UN:[ul u, - UN]’ YN:[Y1 Y, - yN]

n=1 n=1
Wektor parametrow 6, wyznaczamy na podstawie N pomiaréw

O = &, o(u,)e" (U, )T x i Y,e(U,)

Pojawia si¢ nowy N+1 pomiar Uy.: Yna
Jak wyznaczy¢ (poprawic) parametr korzystajac z nowego pomiaru?

‘9;\:+1 = A(HL’UNH’ YN+1)

Qual6)= sz(yn g, ) z(y T olu, )

. N-+1 B N+1
Ong = |:Z§D :| ><ZW,Yn

n

{ZN}D )+ pluy.y) Nﬂ} {Zyn Uy )+ Yy (U N+1)} N

n



Przypadek liniowo - kwadratowy

Algorytm rekurencyjny

Przydatne przeksztalcenia algebraiczne:

(A+BD™C)" =A*-A"B(D+CA’B) 'CA™
B=¢ _wektor kolumnowy
D™ =
C=¢'
(A+pg ) = AT—Apll+ T Alp) o A



Przypadek liniowo - kwadratowy

Algorytm rekurencyjny

Oznaczmy przez: @, = go(un), n=12,..., N+1

N +1 ] -1 N ; ] -1
(Z gﬁn(Dn j = (Z (Dngan + ¢N+1¢N+1j =
n=1

n=1
\ 1 N 1 - N 1
Pn1Pne
=(Z(pn¢§j —(ZWOIJ T [Z(ﬂncﬂlj
n=1 = 1+¢N+1(Zn=1¢n(0n) Pt "=t
\ 1
Niech: Py = (Z %(01 ]
n=1

Powyzsze przyjmuje postac:

T
§0N+1¢N+1

P.,=P,—P P

" " N1+¢L+1PN¢N+1 "




Przypadek liniowo - kwadratowy

Algorytm rekurencyjny

NN %
H* —|P. —-P N+17 N+1 P + —
N1 ( N N 1+¢L+1PN§DN+1 Nj(nz_;¢nyn ¢N+1yN+1j

PN(DN+1¢:I+1PN igp y — PN¢N+1¢L+1PN¢N+1yN+1 _

N
=P ¢nyn +P DN+ y +1
NnZ=1: A IR 1+¢L+1PN(”N+1 n=1 1+¢-I|\-I+1PN¢N+1

N
Py @na1Ynes + Pu@na Ynea@xoa Py @i = Pu@na Yna@naa Py @na — Pu@na@na P anl(pn Ya

N
= P ¢nyn + =
NnZ; 1+¢L+1PNKN+1

N
. Py@naYna — Py ¢N+1¢L+1PN anl(on Yi

= I:)N qun yn + T y =
n=1 1+ onaPuena

Pu@na Vs '
NqDN 17N+ (yN+1 +¢-l[l+1PN anlgonyn)

=
+ @O Pu@ra

N
= I:)N Z¢nyn + 1
n=1

= 9;\] + KN+1(yN+1 _q)-l\rHleN )

K = Py @ni
N+1 1 T P
T+ Ona PP

gdzie:



Przypadek liniowo - kwadratowy

Algorytm rekurencyjny

Podsumowujac, otrzymujemy nastepujacy algorytm

N 1N N \ 1
QN = (qungpgj Zgon yn = I:)N Z¢n yn 4 gdZie: I:)N = (Z¢n¢;j
n=1 n=1 n=1 n=1

*

Ona = A(QN U YN+1): ‘9:\] + KN+1[yN+1 _¢(UN+1)T ‘9:\: ]

K — PN(”(UN+1)
N+1 T
1+ (9(UN+1) Py ¢(UN+1)

Py (0(u N+1 )(D(u N+1 )T Py

Py.. =Py —
" " 1+§0(UN+1)T PN¢(UN+1)




Wybdr optymalnego modelu, a sieci
neuronowe - szczegoln
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Model neuronu (wyrwany z sieci)
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Model neuronu (uproszczenie)

u®
01

e
0

- y
| ¢(x)
8) .
u 6, bLu®.u®]

(Z 0, u® +6 j ¢(6T (0( )) @ - funkcja aktywadji
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Funkcja aktywacji

Perceptron

) 1dlax>0 P(x)
K‘ =
—~ldlax<0 K

D(k)

Adaline

¢(K‘) =K Adaptive Linear Neuron /

plrc) = —

1+e77%

¢(x) = tanh (B ) =

Neuron sigmoidalny

1—e#* /-/
1+e 7% ) /

92



Uczenie neuronu

Neuron Adaline (Adaptive Linear Neuron) ¢ K)=K

¢u<°>=1

® 0o S

“ =4 300 40, |07 ole) =00l
% 0, K y s=1

) ——> T

. ‘9:[‘90 ‘91""93] (0(u)=[l u(l)---u(s)]T
— 0
Uczenie: [U1 U2“°UN]=UN [y1 yg“'yN]=YN

Qy (9)= ZN:(yn -V, )2 = ZN:(yn — HTgo(un))2 To juz byto

1

v = {ZN;, o(u,)e" (U, )}_ x i Yae(U,)

lub rekurencyjnie
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Uczenie neuronu

Neuron Adaline (Adaptive Linear Neuron) ¢ K)=K

¢u<°>=1

® 0o S

“ =4 300 40, |07 ole) =00l
% 0, K y s=1

) ——> T

. ‘9:[‘90 ‘91""93] (0(u)=[l u(l)---u(s)]T
— 0
Uczenie: [U1 U2“°UN]=UN [y1 yg“'yN]=YN

Qy (9)= ZN:(yn -V, )2 = ZN:(yn — HTgo(un))2 To juz byto

1

v = {ZN;, o(u,)e" (U, )}_ x i Yae(U,)

lub rekurencyjnie
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Algortm rekurencyjny

€:|+1 = A(‘g:l y Unia YN+1): H:I + KN+1b’N+1 _¢(UN+1)T e:lJ

KN L= Png(uNJrl
1+¢(UN+1)T PN(”(UNH)
P =P Pug(Un . Jouy.,) Py

) 1+ ¢(UN+1)T PN¢(UN+1)



Uczenie neuronu

Podobnie jak neuron Adaline (Adaptive Linear Neuron) ¢(K) - wzajemnie jednoznaczna

¢u<°>=1
€y 0o : S
T /= S0 -doro)
u 8 K y s=1
Ll 0=[0,0,--0.] I PR R

. %! S go(u)—[lu u ]T
= o
Uczenie: [U1 u, UN]—UN [y1 Yo - Yn ]=YN

lub rekurencyjnie
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Algorytm rekurencyjny

‘9:|+1 — A(H; y Una YN+1): 9:: + KN+1{¢_1(yN+1)_¢(UN+1)T ‘9:|J

PN¢(UN+1)¢(UN+1)T P
1+ ¢(UN+1)T Py ¢(UN+1)




Uczenie neuronu

Q0)==(y-6"p(u)f, 6, Neuron adaline
Numeryczna metoda optymalizagji (to bedzie)
6" —Q(o")=minQ(0)
0., =6, -1v,Q6) 6 11 - wspétczynnik uczenia
vQ(0)=—y-60"plu)lplu), 6.

0:+1 - 9: + n(yn+1 _ Q:T (D(U n+1 ))@(U n+1 )’ Qg
An - (yn+1 _ ngT CD(U n+1 ))
9:4—1 = 9: + nAn(D(unﬂ)
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Uczenie neuronu

1 i o e .
Q(6)= > (y = ¢(9T o(u )))2 A ¢ - funkcja aktywagji, r6zniczkowalna

Numeryczna metoda optymalizacji (to bedzie)
6" —Q(o")=minQ(0)
0:+1 — 9: — UVQQ(H:: ), N 1 - wspodtczynnik uczenia
vQ(6)=~{y-ale” ol )))55(( o). 6
0 — 0 + n(ynﬂ ¢(0 (0( ))) ( ) ( n+1 )’ 05
= (yn+1 o ¢(0:T (D(U n+1 ))) ( )

0:+1 = 0: + nAn(D(u n+1)
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Sieé wielowarstwowa
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] (-""1)_ (1) _e.(.'i—l)_
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Sieé wielowarstwowa

Y=u; =9 (ﬁJ—l’eJ ) Hd:f{91 o, o, }
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Uczenie sieci wielowarstwowe;

~ ~
~ ~

6 _ 36 . 0Q,(0)

int = Uiin — s=0,1,...,1 1=12,...1,,j=12...,
1j,n+1 ij,n n (s) ’ 1= L I 1 & AL y & )
aQ"((s?) =26 4L, OO lop-a
849” a9=41%)
gl dlaj=1J
i)
(C,'jn =<|j+1 ~
sloW - dlaj=3-13-2,..1
Lp=1

i lef-ai)
OF 006 L 40
Ky :zﬂi—leu +6-
s=1

i

gij(fn)+l:éj(§n>+znn5§;]>ﬂ§i)l,n, s=0,1...,0,,, i=12,...,1,, j=12,...,J.
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Wybér Optymalnego Modelu
Przypadek Probabilistyczny

X104 3




Typowe zadania identyfikacji

Obiekt
Identyfikagji

Znana Nie jest znana
charakterystyka charakterystyka
_______ obiektu | | ______obiektu______|
Obiekt Wybor
w klasie Optymalnego
modeli modelu
Pomiar bez Pomiar z Obiekt Obiekt
zaklocerr zakl6ceniami deterministyczny losowy
Wyznaczenie Estymacja Wybor Wyboér
parametrow parametrow optymalnego optymalnego
charakterystyki charakterystyki modelu problem modelu problem
obiektu obiektu deterministyczn probabilistyczny
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Podstawowe zadania identyfikacji

podsumowanie

5 Obiekt w klasie modeli Wybor optymalnego modelu y = (D(u o )
= , O
€ u, Obiekt | »» * ( * .
t u, n — identyfik —j 0, > 7 )zmln o
e ", F(u,(?) y_>U N = [U1 u, Uy ], identyfikacji NB QN N i QN( )
:n , Yy = [Y1 Yo o Yn ] 0y(0) J 9:1 = LPN (U N ’YN )
. ¥y
:1 y, = F(un’e)’ — @(u,0) 41 U, :[ul u, - uN]’
i n=12,...,N o Vo=l v. o Wl
s {r=Flu) % Model jest optymalny:
¢ B Yy = IE(U N> 9) + dla zadanej serii pomiarowej
3:/ " ; df . *  przyjetego modelu
: 0=F(Unvn) = U] © prayietego wskaznika
n u : jakosci identyfikacji
y o i u, u u \ e "
M, z, MetOdy: y.¥ — y
= Najmniejszych
" v w kwadratow
e A e A B AU S
I(; = Bayes'a
S g ww Oy ="y (UN Wiy -
0 :
v =Fl6,0),
w W=, ~
y .
- . {r=Fub.o) A y=F(u0,0)
w7 " ¢ o Petna informacja Niepefna informacja
L s e ST D) SR NO! ! = Regresja | rodzaju «  Estymacja wskaznika jakosci
oo emen | | = Regresja ll rodzaju + Estymacja parametréw rozktadu
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U,y ),n=12..N

Sa wartoSciami pary .,
zmiennych losowych (Q, X) f,(u)

o7y




Wyb6r optymalnego modelu w

warunkach losowych

s> Obiekt identyfikacji z losowo zmienng wielkoscig @

A




Wyb6r optymalnego modelu w

warunkach losowych

s> Sformutowanie problemu

Charakterystyka statyczna obiektu identyfikacji: Yy = F(u, Q)
®, - wartos¢ zmiennej losowej @ (losowo zmienna wielko§¢ w obiekcie)

f (a)) - funkcja gestosci rozkladu prawdopodobienistwa zmiennej losowej @ (60 eQc R ),

Yn - wartoé¢ zmiennej losowej Y - przeksztalcenie zmiennej losowej @

F - funkcja wzajemnie jednoznaczna wzgledem @ ,
a zatem istnieje funkcja odwrotna: ¢ = Fa)‘1 (u, y
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Wyb6r optymalnego modelu w
warunkach losowych

Warunkowa gestosc¢ rozkladu prawdopodobienstwa
zmiennej losowej Y, pod warunkiem, ze zmienna
losowa U=U:

f(ylu)=f,(F ) 3]

gdzie ) 8Fw_l (u, y)

oy

U, - warto$¢ zmiennej losowej U,
o gestosci rozktadu prawdopodobienistwa f, (u)

Je

Wejscie U, 1wyjscie Yy  sg wartoSciami pary
zmiennych losowych (U, y)

UeUCR, ye cR"




U,y ),n=12..N

Sa wartoSciami pary .,
zmiennych losowych (Q, X) f,(u)




Wyb6r optymalnego modelu w

warunkach losowych

Dwa mozliwe przypadki

-

Pelna informacja probabilistyczna

laczna gestos¢ rozkladu prawdopodobienistwa
f(u, Yy Jpary zmiennych losowych U,y

lub

warunkowa gestosc rozktadu
prawdopodobienstwa  f (y‘ u )
ibrzegowa  f (u)

53 znane

Niepelna informacja probabilistyczna

laczna gestos¢ rozkltadu prawdopodobienstwa
pary zmiennych losowych (U, Y ) istnieje

ale nie jest znana B

W zamian dysponujemy pomiarami:

(u,y,),n=12,...,N

ktoére s wartoSciami pary zmiennych

losowych (Q ’ y)
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Pelna informacja probabilistyczna

f(u,y)=f,(yu)x f,(u) -jestznane

Model: Y= q)(u) - szukamy funkcji ©

Wskaznik jakosci: Q((D) = uI,Ez[q(X' CD(Q))] = I JQ(Y’ (D(U ))f (U’ Y)dy du

Model optymalny: @ — Q(CD*): mq!n Q(®d)

u | Obiekt Y
~| identyfikacji
Y
Y =®"(u) ()
— A
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Pelna informacja probabilistyczna

Q@)= E[E[q(w(u))\u = U]} =

w

ol o), by,
&%
Dla ustalonego U warunkowa wartos¢ oczekiwana ma postac:
Q,(@(w)=Elaly. @) =ul= [aly. W), (yiu)ay
- &

Optymalny model otrzymujemy:

(1) Qv'W)=mina,(@()

Dla : acy, y):[y_y]T [y_y]

Wskaznik jako$ci ma postac:

Q.(00)=Ely -0 [y-owu=u}- [ly- () [y - o), (o)
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Q,(@(u))= E{[V—CD(U)]T [y—o)Ju=u]= [[y-ou) [y-(u)]f,(yju)dy

Q(PW) = Ey |y ylu| - 20E, |ylu| + @) (w)

Varay@(@W)) = —2E, [ylu| + 20°w) = 0,

©'@) = By [ylu] = [ v Gy
&
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Pelna informacja probabilistyczna

s> Regresja I rodzaju

Q,(@(u)=E[[y- o] [y-o)u=u]- [ly- o] [y- o)t (yju)dy
- &
A VY

W wyniku minimalizacji
powyzszego wskaznika y=0(u)= EIX‘E =u
wzgledem (D(U) -
otrzymujemy optymalny
model:

[l
L)

7= (u)=Elyu=ul= [y f(yju)dy
- &

\

£l
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Pelna informacja probabilistyczna

so Przyklad regresja I rodzaju dla rozkladu normalnego

taczna gestosé rozkltadu pary zmiennych losowych (Q, X) ma postac:

- ol A <A

uu uy

) )
gdzie :3 - macierz kowariancji, %=

) 2

yu yy

m,,m, - wartosci oczekiwane zmiennych losowych odpowiednio: uiy

Warunkowa funkcja gestosci prawdopodobieristwa ma postac:

Oo)=er) s e - 2r-m, 5 -, )
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Pelna informacja probabilistyczna

so Przyklad regresja I rodzaju dla rozktadu normalnego

exp[——(y m, )TZyIU( I)}

Macierz kowariangji: )y " —Z —Z >y

yu“=“uu“uy

(y‘ ): 27) ‘Zylu

yu“~“uu

Wartoséé oczekiwana: m| =m, +2 > ( )

Optymalny model: y=o (u)=E[y\g:u]=m| =m,+X,2, ‘(u—m,)
v

yu<“uu
y=® (u)=Au+b
gdzie: A= Zyuijuﬁ

b=m, -X >*m

yu=uu'"'u
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Pelna informacja probabilistyczna

Model: y = ®(u,0) - szukamy wektora parametrow 6

® zadana funkcja, & - wektora parametréw modelu

Uue% c R, ye@%_g@L, Oec®cRR
Wskaznik jakosci:  Q(6)= uEy[q(z, o(u,0))|= j j q(y, ®(u,8))f (u, y)dy du
uy %
0 > Qo")=minQ(o)

Optimalny model: ¥ =®(U,8")
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Pelna informacja probabilistyczna

A Y'Y
s> Regresja Il rodzaju = (u)=Eyu=u]
Dla: K ‘/'/‘\ y=ou,6)
aty. 9)=ly-5T [y~ ] o] e S
QO)= [ [ly-®(u,0) [y-o(u,0))x ‘ f(y[u)
vy . u

S f(u, y)dydu ;

D /\

y:q)(uie*)
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Pelna informacja probabilistyczna

Czy jest jakas relacja pomiedzy regresja I rodzaju i Il rodzaju ?

®"(u)~?~d(u,6)

Wskaznik jakosci:
Q)= uEy[(z ~0(u,0)f |= [ [(y-®(u.0)P f(u,y)dydu
u,y oy
Przyjmujac:

(@ (u)-®" () =0) oraz F(U, )= f,(y|u) f,(U) otrzymujemy:

Q(8)= J _[((y ~@"(u))+ (@ (u)-D(u,0))f f,(yju)f, (u)dy du
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Pelna informacja probabilistyczna
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Pelna informacja probabilistyczna

Q)= .[ J'(y—CD*(u))Zf(u,y)dydu+I(CD*(U)—CI)(U,H))2 f,(u)du

wU Sy

6" — min Q)= min j (@ (u)-@(u,0)f £, (u)du

o

Regresja [ rodzaju Funkcja wagi

Regresja Il rodzaju jest najlepszym przyblizeniem regresji I rodzaju
z funkcja wagi bedaca gestoscia rozkladu prawdopodobienstwa wejscia
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Zadanie aproksymacji charakterystyki

statycznej obiektu

AVY
s« Sformulowanie

problemu o
—
Q(0)= [q(F(u) ®(u,0)) g, (u)du 5= 0wd)
7 1
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Pelna informacja probabilistyczna

s> Relacja pomiedzy
regresja [ rodzaju a
regresja Il rodzaju

o Regresja Il rodzaju jest
najlepszym przyblizeniem
regresji I rodzaju z funkcja
wagi bedaca gestoscia

rozkladu -

prawdopodobienstwa
wejscia
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Wyb6r optymalnego modelu w

warunkach losowych

Dwa mozliwe przypadki

-

Pelna informacja probabilistyczna

laczna gestos¢ rozkladu prawdopodobienistwa
f(u, Yy Jpary zmiennych losowych U,y

lub

warunkowa gestosc rozktadu
prawdopodobienstwa  f (y‘ u )
ibrzegowa  f (u)

53 znane

Niepelna informacja probabilistyczna

laczna gestos¢ rozkltadu prawdopodobienstwa
pary zmiennych losowych (U, Y ) istnieje

ale nie jest znana B

W zamian dysponujemy pomiarami:

(u,y,),n=12,...,N

ktoére s wartoSciami pary zmiennych

losowych (Q ’ y)
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Niepelna informacja probabilistyczna

taczna gestosc rozkladu
prawdopodobienstwa
pary zmiennych losowych
(u, X) istnieje

ale nie jest znana

W zamian dysponujemy
pomiarami:
(u,y,),n=12,...,N

ktoére sg wartoSciami
pary zmiennych
losowych (g, X)
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Typowe podejscia

s> Bstymacja wskaznikow jakosci
s> Bstymacja parametrow rozkladu prawdopodobieristwa

s> Nieparametryczna estymacja gestosci rozktadow
prawdopodobiernistwa

129



Niepelna informacja probabilistyczna

Empiryczne oszacowanie wskazniké6w jakoSci

Q,(@(u)= E[Q(z,cb(u))l u=ul- Jaly @), (yIu)y

Eksperyment: y“

Dla ustalonego wejscia: u,
dokonujemy W1e10kr0tnego pomlarlgl
wyjscia Y.

W wyniku otrzymujemy: ’ '
(Unaynm),m:l,Z,...,Mn,n=l,2,...,N ynm _________________ i I

gdzie:

M, -liczba pomiaréw wyjscia dla
ustalonego wejscia U, . n
N - liczba réznych wartosci wejéé
N
N=>M, -liczba wszystkich pomiaréw

n=1
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Niepelna informacja probabilistyczna

Empiryczne oszacowanie wskaznik6é6w jakosci

Oszacowanie wskaznika jakoSci:

Q,(®(u))= E[q(z,cb(u))l u=ul= [q(y, ®u)f,(y|u)dy

dla u=u,, n=1,2 ..... N
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Niepelna informacja probabilistyczna

Empiryczne oszacowanie wskaznikéw jakoSci

Dla aly.y)=[y-y][y-v]

Wskaznik jakosci:
Q,(@()=Ey -2 [y-oWlu=ul- [[y-o@] [y-olult, (yu)ay

dla ustalonego U = U, 7

Quy, (@ Z[ym—cb )] [Yon —@(u,)]

nml

Estymacja funkgcji regresji I rodzaju:

y=@ (U)= E[y|u u] j y|u)
Y

Zynm

nm] 132



Niepelna informacja probabilistyczna

Empiryczne oszacowanie wskaznik6é6w jakosci

Oszacowanie wskaznika jakosci:

Q0)=Efly-0w.0)f |= [[(y-0(w.0)f (o, y)ayae

Qu(6)=; Laly, ¥(u,0)
lub
Qu(0)= %i:ﬁlq(ynm, o(u,,0))
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Niepelna informacja probabilistyczna

Empiryczne oszacowanie rozktad6éw prawdopodobiefistwa

Estymacja parametrow gestosci rozkladu prawdopodobienstwa

Parametry gestosci rozkladu prawdopodobieristwa nie sa znane
fuy)=f,(uya)

fo - known function, o € o2/ - nieznany wektor parametréow

Funkcja wiarogodnosci
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Niepelna informacja probabilistyczna

Empiryczne oszacowanie rozktad6éw prawdopodobiefistwa

Oszacowanie:

a, =¥, U,.Y,) = LU,.Y,.a)= maxL(U Yy, a)

fa(u’y’aN) dy
[ £.(u.y.a)dy
&

CD;N (U) — QuaN ((D;N (U )’ aN ): rqr)](lur} QuaN ((D(U )’ aN )

Regresja I rodzaju

Wskaznik jakosci: Q. (CD(U), oy )= _[q(y, CD(U))
&

Wskaznik jakosci: Q, (67 ay )= I jq(y,q?(u 9))f (u Y,y )dydu
U

* *

905,\, — QaN (HaN y & N) rg‘é‘g Q (H’ aN)
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Niepelna informacja probabilistyczna

Empiryczne oszacowanie rozktad6éw prawdopodobiefistwa

X_ zmienna losowa, funkcja gestosci rozkladu prawdopodobienstwa f,(x)

istnieje lecz nie jest znana. dim x= P
Obserwacje: D4 %, - % ]= X

Estymator Parzena :

f () fu (6 X )= NhP(N)Z_;K ( h(N)J

n

h(N)>0,$imh( )=0, lim h P(N)=o0

~

gdzie:

]
przyklad ~ h(N)=cN™ c>0,0<oc<E

K, - znana funkcja jadra, taka ze:

sup\KX(xX<ooj (x)dx = 1_[\ x) dx < oo, Ilm\K (x)=0

XeZ’ o | X||—>©
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Niepelna informacja probabilistyczna

Empiryczne oszacowanie rozktad6éw prawdopodobiefistwa

Przyklady funkcji jadra K,

Idlaj|x|| <1 p Ly 5
Kx(x)={0 dla||||x||||>] - K ()= ze 2 K ()= [T 1+

s fi(¥)
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Niepelna informacja probabilistyczna

Empiryczne oszacowanie rozktad6éw prawdopodobiefistwa

Estymator Parzena funkcji gestosci rozktadu prawdopodobienstwa
pary zmiennych losowych é, y

fults yiu ) NhL+S iK( )j y(;;](Ny)nj

n

Estymator Parzena funkcji gestosci rozkladu prawdopodobienstwa
zmiennej losowej u :

f(UsUy) ZK[““]
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Niepelna informacja probabilistyczna

Empiryczne oszacowanie rozktad6éw prawdopodobiefistwa

Estymator Parzena funkcji gestosci rozkladu warunkowego
prawdopodobienstwa f (y|u ;

f U,,Y
ny(y‘u;UN’YN): N(u y N ! )N)

f o (usU,

u

139



Niepelna informacja probabilistyczna

Empiryczne oszacowanie rozktad6éw prawdopodobiefistwa

Konsekwentnie:

Quu(@(U)U,.Yy)= Jq(y,cb(U))ny (y]u;U . Yy ) dy

Dla: aly,y)=ly-y]'ly-v]

Regresja I rodzaju

Y =@y (UsUy,Yy )= jyny(yluU Yy )dy

)_> QuN( (U>U N TN ),U SN ): Iclpl(iur)lQuN (CD(U),U SN )

T ngKv(ﬁzNnydy
~ ht N (u-u
h(N) nz=; u\h(NSj 140



Niepelna informacja probabilistyczna

Empiryczne oszacowanie rozklad6éw prawdopodobiefistwa

Dla specjalnej postaci funkgji K, (y), takiej ze K y (y)=K y (-y) mamy:

Yo

Wowczas regresja I rodzaju przyjmuje postac:
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Niepelna informacja probabilistyczna

Empiryczne oszacowanie rozktad6éw prawdopodobiefistwa

Optimalny model:

QuB:U Y, )= [ [aly. (. 0)f, (0. y:U,..Y, ) dy do

Uy

fu (U ysU Yy )= ths(N)i‘ KULLJhE—Nu;jKV(%j

O Uy Ya) > Q63U )=minQy(6:U,,.Y )

142



Podstawowe zadania identyfikacji

podsumowanie

5 Obiekt w klasie modeli Wybor optymalnego modelu y = (D(u o )
= , O
€ u, Obiekt | »» * ( * .
t u, n — identyfik —j 0, > 7 )zmln o
e ", F(u,(?) y_>U N = [U1 u, Uy ], identyfikacji NB QN N i QN( )
:n , Yy = [Y1 Yo o Yn ] 0y(0) J 9:1 = LPN (U N ’YN )
. ¥y
:1 y, = F(un’e)’ — @(u,0) 41 U, :[ul u, - uN]’
i n=12,...,N o Vo=l v. o Wl
s {r=Flu) % Model jest optymalny:
¢ B Yy = IE(U N> 9) + dla zadanej serii pomiarowej
3:/ " ; df . *  przyjetego modelu
: 0=F(Unvn) = U] © prayietego wskaznika
n u : jakosci identyfikacji
y o i u, u u \ e "
M, z, MetOdy: y.¥ — y
= Najmniejszych
" v w kwadratow
e A e A B AU S
I(; = Bayes'a
S g ww Oy ="y (UN Wiy -
0 :
v =Fl6,0),
w W=, ~
y .
- . {r=Fub.o) A y=F(u0,0)
w7 " ¢ o Petna informacja Niepefna informacja
L s e ST D) SR NO! ! = Regresja | rodzaju «  Estymacja wskaznika jakosci
oo emen | | = Regresja ll rodzaju + Estymacja parametréw rozktadu
. ' . « Estymacja rozktadu 143
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